LA STRATEGIE DU MOINDRE EFFORT
POUR APPRENDRE AUX MACHINES

Transport optimal et intelligence artificielle
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La meilleure solution
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Le probléme de Monge : définition générale

| o
Points (z;), (y;); .\.
Permutation: ./’

o:{l,....,n}={1,...,n} x’-m"yj

n
. MEMOIRE
min E d(Zs, Yo(i))? s
o THEORIE DES DEBLAIS
=1 ET DES REMBLAIS.
Par M. MO NG E

LOI\SQU'DN doit tranfporter des terres d'un fieu dans un

autre, on a coutume de donner le nom de Deblai au

volume des terres que Pon doit tranfporter, & le nom de

Remblui i Vefpace qu'elles doivent occuper aprés le tranfport.

P Le prix du tranfport d'une molécule éant, toutes chofes
T dailfeurs égales, progortionnel i fon poids & 4 F'elpace®uon

Jui fait parcourir, & par conféquent le prix du tranfport total

devant éwre proportionnel i 1a fomme des produits des molé-

cules muliipliées chacune par l'elpace parcouru , il s'enfuic

que le déblai & le remblai étant donnés de figure & de 5 2

pofition, il neft pas indifférent que telle molécudlc du déllslai - >

foit wanfportée dans tel ou tel autre endroit du remblai,

mais qu‘il)y a une certaine diftribution i faire des molécules [Monge ]- 784]

dii premier dans le fecond , d'aprés laquelle Ja fomme de ces

produits fera la moindre poffible, & le prix du wanfport total

feea un minimun.
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Nombre de Possibilités

1 vers o1 € {1,2,3,4,5,6}.
2 vers o9 € {1,...,6} — {o1}.
3 vers o3 € {1,...,6} — {o1,02}.
4 vers o4 €41,...,6} —{o1,...,03}.
5vers o5 € {1,...,6} —{o1,...,04}.
| 6 vers o€ {1,...,6} = {o1,...,05}.

Total : 6 x5 x4 x 3 x2x 1= 720 possibilités.
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— Solution: classer les (z;);, (y;); par ordre croissant.
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— Solution: classer les (z;);, (y;); par ordre croissant.

Algorithmes de tri: par selection, pire cas n(n — 1)/2 opérations.

n n! n(n-1)/2 n log(n)

10 3628800 45 23

11 39916800 55 26 TI'] rapide: n log(n) )
12 479001600 66 30

25 1,551x1025 300 80

70 1,198x10100 21415 297



Transport optimal en traitement d’image

Pixel (couleur) Pixel+voisins (gradient) Pixel+zone (style)

Principe: utilisation du transport optimal pour modifier des images

» Image source : image que |'on veut adapter (préservation du contenu sémantique)
> Image cible : exemple de couleur/style que I'on veut donner a I'image source.

» Transformation de Monge pour adapter les propriétés des images.

Applications (du plus simple au plus complexe)

1. Adaptation des couleurs [Ferradans et al., 2014].
2. Transfer de style [Mroueh, 2019].



Image vue comme une distribution en 3D
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Adaptation de couleurs: TO entre pixels

Distribution 1

Distribution 2

Image 2




Adaptation de couleurs: TO entre pixels
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Adaptation de couleurs: TO entre pixels

Distribution 1 Distribution 2 adapted Distribution 2
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Adaptation de couleurs: TO entre pixels

Distribution 1 Distribution 2 adapted Distribution 2

Image 2 adapted Image 2




Représentation d’'image avec modeles profonds

Convolutional Encoder-Decoder

Input

Output

Pooling Indices
RGB Image I conv + Batch Normalisation + ReLU
I Pooling [ Upsampling Softmax

RGB Image

Principe de I'autoencodeur

» Réseau de neurone visant a apprendre une représentation compacte d'un
ensemble de données (images).

> Les images sont encodées par patchs (zones) au lieu de pixels ce qui permet de
modéliser les textures.

» Les distributions de patchs peuvent &tre modifiées (ce qui modifie I'image).



Transport optimal pour le transfer de style

- |

Winter (Real)
Summer (Real)

Summer
Winter

Principe

» Utiliser un autoencodeur pour encoder I'image et extraire les distributions de la
source et cible.

» Transporter les distributions des patchs dans entre image source et cible puis
reconstruire la source transportée.

» Transformation de Monge linéaire (Wasserstein Style Transfer [Mroueh, 2019])
non linéaire [Korotin et al., 2019].



Classification supervisée et décalage de données

Données d'apprentissage

"SaC"

fi(

>

Fonction de prédiction f
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Contexte (data shift)

» Apprentissage de classification automatique a partir de données d'apprentissage.

» Décalage de données: les données de test sont différentes des données

d’entrainement, perte de performance.

» Exemple : changement de capteur, changement de conditions météorologiques,
changement de période de I'année, simulation VS vraies données.



Classification supervisée et décalage de données
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» Apprentissage de classification automatique a partir de données d'apprentissage.

» Décalage de données: les données de test sont différentes des données
d’entrainement, perte de performance.

» Exemple : changement de capteur, changement de conditions météorologiques,
changement de période de I'année, simulation VS vraies données.



Classification supervisée et décalage de données
Dataset

. ++ Class 1
o O O Class 2
[E=re)) Samples X}

. \s xt
Samples X

—— Classifier onx

Contexte (data shift)

» Apprentissage de classification automatique a partir de données d'apprentissage.

» Décalage de données: les données de test sont différentes des données
d’entrainement, perte de performance.

» Exemple : changement de capteur, changement de conditions météorologiques,
changement de période de I'année, simulation VS vraies données.



Le probleme de I'adaptation de domaine

Données sources étiquetées Données cibles non étiquetées
I

Fonction de prédiction f

nsact

. e f(ﬁ)f'sac"
+
'é&@d"@ W‘ —?(W)f'vélo"

Données et objectif

» Les classes des examples sont disponible dans le jeux de données source mais pas
de classes sont disponible en cible.

» |'objectif de I'adaptation de domaine ets d'apprendre un prédicteur qui prédit sur
les données cibles en n'ayant que les classes sur données source.



Transport Optimal pour I'adaptation de domaine

Dataset Optimal transport Classification on transported samples

++ Class 1
OO0 Class 2

Samples T, (x}) Samples T, (x})

xt

— Classifier on T, (x})

Principe [Courty et al., 2016]
1. Estimation d'une transformation de Monge entre les données source et cible.
2. Transport des données source vers cible (elle conservent leur classe)

3. Apprentissage d'un classifieur sur les données transportées.

Intuition

» Si les données ont changé entre les source et cible, on peut compenser ce
changement en estimant ce qu'il s’ets passé.

» Parmi tous les transformations possibles, on prend la plus simple, c'est-a-dire
celui du moindre effort: Transport Optimal.



Applications en adaptation de domaine

Vision par ordinateur
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Traitement de données biomédicales
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Leonid Kantorovich (1912-1986)

JNeonup Butanbesuny KaHtoposuy

Au cours du siege de Léningrad,
Kantorovitch est responsable de la
sécurité de la Route de la vie. |l détermine
la distance optimale a observer entre les
voitures sur la surface gelée du lac
Ladoga, en fonction de I'épaisseur de
glace et de la température de l'air. En
décembre 1941—-janvier 1942,
Kantorovitch s'assure lui-méme de la
viabilité de la banquise en marchant entre
les camions. Cependant bien des
véhicules chargés d'approvisionnements
sont détruits par les bombardements
aériens nazis. En récompense de ses
exploits et de son courage, les autorités
attribbuent a Kantorovitch l'ordre de la
Guerre patriotique, et le décorent de la
Médaille pour la Défense de Léningrad.

Peu avant la Seconde Guerre
mondiale, Leonid Kantorovitch
découvre la programmation linéaire,
I'optimisation linéaire et ses
applications a I'optimisation de la
production économique planifiée. Il est
le seul chercheur soviétique a avoir
regu le « prix Nobel » d'économie
(1975). Les théories de Kantorovitch
ne sont publiées qu’aprés l'ere
stalinienne. Un des apports de
Kantorovitch est d'avoir incité a une
meilleure prise en compte de la
productivité marginale de
I'investissement, afin de résoudre les
difficultés liées a I’allocation des
ressources au sein d’une économie
socialiste.

ok 153, .4, 2006

ON THE TRANSLOCATION OF MASSES
L. V. Kantorovich”
T orpinl paper e bl i Dok, Abnd. Nk S9SE, 3, No. -8, 27-220 (1943,
W sume that A 1s  compacs metric space, though some of the dofiniions and rsula glen below can bo
forpulatod for more general spaces.
et ¥(e) bo s distibucor e for Borel s, (2) 1t is
20 4 K], then 9(6) = (e, =
ilon, . translocaion of

i«
Wo dsfin e work rqie o betransocaion of b give s discbutionsas
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Transport de Kantorovitch

Affectation entre ensembles de tailles n £ m: impossible.
o .4/.
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Transport de Kantorovitch

Affectation entre ensembles de tailles n £ m: impossible.
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Transport de Kantorovitch

Affectation entre ensembles de tailles n £ m: impossible.

o—  °

— —. ——————>
Chaque pOll’lt a une masse . et .

e
Autoriser la division de la masse. ‘.B.
Cij;™®

Plan de transport: ?2009%e
o e P
1
2 Pii=14
o o
1
2iPij = PS .

Transport optimal: Irl)lila Zci,jPi,j
i %]

Probleme d’optimisation (programmation linéaire).

: Algorithme du simplex: solution en n3 operations.



Transport de Kantorovitch

Affectation entre ensembles de tailles n £ m: impossible.

o— °
. 1 1 D
Chaque point a une masse - et —-. .z.o
Autoriser la division de la masse. ‘.B.
T
Plan de transport: ?%%¢
@ o P
] ’ n . Y
_ 1
> Pij =1 °® °
‘ Distance de
transport
Transport optimal: Irl)lila Z CijPij =W(X,Y)
- ,J

Probleme d’optimisation (programmation linéaire).

: Algorithme du simplex: solution en n3 operations.



Réseaux de neurones génératifs

Genérés

Réseau de
neurones

Objectif: Générer des données réalistes

» Principe [Goodfellow et al., 2014]

> Générer un vecteur de bruit z (connu, facile a générer).
» Trouver G un réseau de neurones tel que G(z) est une image réaliste (Vz).

> Wasserstein GAN [Arjovsky et al., 2017] minimise la distance de Wasserstein
entre les données générées et les vraies données.



Réseaux de neurones génératifs

Objectif: Générer des données réalistes
» Principe [Goodfellow et al., 2014]

» Générer un vecteur de bruit z (connu, facile a générer).
> Trouver G un réseau de neurones tel que G(z) est une image réaliste (Vz).

> Wasserstein GAN [Arjovsky et al., 2017] minimise la distance de Wasserstein
entre les données générées et les vraies données.

> Utilisé dans StyleGAN [Karras et al., 2019] pour générer des visages de personnes
particulierement réalistes (et des chats).



Barycentres de transport optimal

Xeo
;\ [ X J
Distance de Wasserstein: W(X,Y) = gl;% ZZJ: Ci,iPi,; s‘:/



Barycentres de transport optimal
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Equité algorithmique

Effets des algorithmes dans la société

» Les IA sont apprises a partir de données qui peuvent &tre biaisées.

» Les algorithmes peuvent avoir des effets discriminatoires.

Exemple : COMPAS score en Floride, étudié par ProPublica
» Algorithme propriétaire prédisant le
risques de récidive.

> Utilisé par les juges pour la mise en liberté
avant les procés.

» Classé "a risque”, sans récidive:

» 23.5% des Blancs.
» 44.5% des Afro-américains.

Machine Bias

There's software used across the country to
predict future criminals. And it's biased » 47.7% des Blancs

» Classé "sans risque”, avec récidive:

against blacks. L.
» 28.0% des Afro-américains.
by Julia Angwin, Jeff Larson, Surya Mattu and Lauren

Kirchner, ProPublica




Transport Optimal pour I'équité algorithmique

Données biasées

Barycentre de Wasserstein

Données réparées

2.0 2.0 . 2.0 oo
+t o+ ®_eo
S 1.5 *++ £ o4 1.5 4 : Y
Ht + .
+
1.0 TR, 1.0 . oS oo
3 #-I" ++ w e XX @ s
4 +
0.5 1 *fwkﬁ%ﬂ 051 « )§ Yo
00] %%, 00{ B xE,
+ X
~0.51 -0.51 —0.5 1
' 1 0 1 2 0 1 2
Principe [Gordaliza et al., 2019]

» Séparer les données en deux distributions selon la valeur de la variable protégée.
» Calculer un barycentre de Wasserstein entre les deux distributions.

» Transporter les données de chaque distribution sur la barycentre pour obtenir un
jeux de données " réparées” (adaptation de domaine vers le barycentre).

» Entrainer le classifieur sur les données réparées.

» Pour prédire sur de nouvelle donnée on applique le transport correspondant selon
la variable protégée.



Transport Optimal pour I'équité algorithmique

Données biasées Barycentre de Wasserstein Données réparées
2.0 . 2.0 .
R o °, ®
1.5 + f + 1.5 1 e .
1.0 & fj: 1.0 ¢ '.J;.o‘
.01 + .0 A1
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0.5 #wkﬂa‘ﬁ 0.5 >§xx
00{ %%, 00{ I xE,
+ X
-054 -0.5 —0.5 A
0 1 2 0 1 2 0 1
B. Allouche A. Ramanana Rahary O. Rannen




Equité sur les données COMPAS

Apprentissage sur données COMPAS
» Précision du classifieur sur de nouvelles données : 65.6% (66% algo. propriétaire).

» Répartition des erreurs selon la population:

Pred. Blancs Pred. Afro-américains
Récidive || Sans risque [ A risque || Sans risque [ A risque
Non 82.9% 17.1% 64.6% 35.4%
Oui 58.4% 41.6% 34.6% 65.4%

Classification équitable sur COMPAS
» Précision du classifieur équitable sur de nouvelles données : 61.8% (-3.8%).

» Répartition des erreurs selon la population:

Pred. Blancs Pred. Afro-américains
Récidive || Sans risque [ A risque || Sans risque [ A risque
Non 86.4% 13.6% 88.2% 11.8%
Oui 68.7% 31.3% 67.1% 32.9%

» Biais compensé, petite perte de performance.

» En pratique on peut "réparer’ en partie les données.



Conclusion

Le transport optimal : de la théorie a I'intelligence artificielle




Conclusion

Le transport optimal : de la théorie a I'intelligence artificielle
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Villani

Multi-omics avec cellules uniques Gromov-Wasserstein
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CycleGAN : GAN et adaptation de domaine
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Principe [Zhu et al., 2017]

Van Gogh Cezanne

» Apprendre simultanément deux models génératifs source vers cible et cible vers
source (pas de génération aléatoire).

» Peut étre utilisé pour compenser des changements en adaptation de domaine
[Hoffman et al., 2018].

P Les transformations CycleGAN entre données sont des approximations de
transformations de transport optimal [de Bézenac et al., 2021].
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» Apprendre simultanément deux models génératifs source vers cible et cible vers
source (pas de génération aléatoire).

P Peut étre utilisé pour compenser des changements en adaptation de domaine
[Hoffman et al., 2018].

» Les transformations CycleGAN entre données sont des approximations de
transformations de transport optimal [de Bézenac et al., 2021].



